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Definición del problema

Objetivo General: Dado un usuario darle una recomendación de 
terminales móviles que le puedan interesar.

Objetivo más específico: Dado un usuario y su número de servicio 
móvil darle una recomendación de terminales móviles que le puedan 
interesar.



Definición del problema

Dado un cliente y su nro de servicio obtenemos que terminal 
(marca y modelo) tiene actualmente y en base a eso se le da un 
conjunto de recomendaciones (1..N).



Modelo Markov Chain - Intuición



Sistemas de Recomendación

Filtro Colaborativo: 

• Basado en usuarios: En este modelo los productos son recomendados a un 
usuario basados en el hecho que esos productos le gustaron a usuarios similares. 
(clusterizar usuarios).

• Basado en items: Identifican ítems similares basados en previos ratings de los 
usuarios.

Basado en contenido: Se basa en la idea que si te gusto algo te gustaran tambien 
items similares (clusterizar items).



Modelo Markov Chain - Intuición

Queremos recomendarle  a un usuario un terminal móvil conociendo el terminal móvil 
que tiene actualmente, ¿por qué no nos fijamos que hicieron otros usuarios que tenían 
el mismo móvil?, a qué teléfonos se cambio la mayoría ?? Podemos utilizar esa 
información disponible para recomendar ??

SI!!

Tenemos los datos históricos de transiciones de terminales móviles de los usuarios 
(ventas). Si vemos los terminales móviles como estados posibles de los usuarios 
podemos calcular la probabilidad (o frecuencia) de pasar de un estado (terminal móvil) 
a otro.

Esto se conoce en la literatura como cadenas de Markov.



Modelo Markov Chain - Definición
En nuestro caso los estados se corresponden con 
diferentes modelos de terminales móviles, y las 
transiciones representan cambiar de un terminal a otro.

Calculamos la probabilidad de transición como la 
frecuencia de una transición dada, dividida por el total de 
transiciones desde ese terminal móvil.

Usando estas probabilidades (frecuencias), elegiremos las 
transiciones más probables para devolverlas como 
recomendaciones.

Estamos entrenando un estimador insesgado.



Modelo Markov Chain - Atributos a Utilizar

Tablas usadas

servicios_moviles - eir - tac_table

Datos extraídos

msisdn, codigo_cliente: Identificar un cliente.

brand_name, model_name: Identificar un terminal.

fidelidad: Fecha que se usa el terminal por el cliente.

Cantidad de filas: 70.473.089

Cantidad de modelos: 28.231



Modelo Markov Chain - Preprocesamiento

- Se quitaron modelos que son usados por menos de 100 
clientes.

- Se quitaron empresas, clientes con más de 20 números 
telefónicos asociados.

- Se quitaron registros con menos de 60 días de uso.

Cantidad de filas: 8.613.020  -  Cantidad de modelos: 5.177



Implementación



Modelo Markov Chain - Entrenamiento
• Matriz cuadrada de números enteros de dimensión: 

cantidad de modelos.

• Inicialización en 0.

• Para cada cliente y para cada transición de cambio 
de terminal A -> B, se suma 1 a la celda asociada a 
la fila A y columna B.

• No se consideran involuciones.



Se define fecha de corte:

• Cambios de modelos antes del corte se utiliza para entrenamiento (train set).
• Cambios hacia adelante (2 meses) se utiliza para validación (test set).

Para validar, se utilizan clientes que cambiaron de modelo luego de la fecha de corte. A 
partir del último modelo utilizado antes de la fecha se genera la lista de recomendación, si el 
cambio de modelo se encuentra en la lista se considera un acierto. No se le recomiendan 
teléfonos que ya tuvo en su historia pasada.

Medida:  

Modelo Markov Chain - Validación



Clustering - Ingesta
Fuente: Catalogo de oferta MDM (XML ~ 50MB) Se procesa el catálogo y se obtienen 
los terminales que se venden actualmente en Antel y sus características.

Resultado: Dataset con 39 modelos que se venden en Antel y sus características como 
features.





Clustering - Preprocesamiento

- Se quitan features que no aportan valor.

- Se aplica One Hot Encoding como Ingeniería de Features.

- Se normalizan features (scaling), se busca varianza 1 y media 
0.



Clustering - One Hot Encoding / Scaling

Antes:

Después:







Clustering - Entrenamiento

Se exploran diferentes soluciones de clustering Kmeans y Clustering Jerárquico.

Cada modelo terminal es un vector. 

Distancia utilizada: Similitud (Ward method):

El algoritmo mide la distancia entre los vectores para formar los clusters.

El resultado se obtiene luego de varias iteraciones.



Clustering - Resultado

Colores = Indica las agrupaciones.

Altura = Indica la distancia entre 
los modelos.



Clustering - Resultado



Modelo Markov Chain + Clustering - 
Intuición

Combinar ambos modelos y dar una 
recomendación basada en la matriz 
de transiciones y modelos similares 
que estén en el cluster.

Desventaja: Las recomendaciones 
que vienen del cluster están 
acotadas a los modelos que vende 
Antel.



Resultados



Modelo Markov Chain - Resultados
Porcentaje de aciertos variando tiempo de entrenamiento y 
tamaño de la lista de recomendación.

Conclusion: La temporalidad juega un papel importante.

Entrenamiento #R1(Top 1) #R2(Top 2) #R6(Top 6) #R10(Top 10)

4 meses 7.31% 12.13% 21.55% 27.18%

8 meses 7.02% 11.54% 21.13% 26.89%

2 años 5.71% 10.70% 19.75% 25.78%



Modelo Markov Chain + Clustering - 
Resultados
Entrenamiento #R1(1C) #R2(Top1+1C) #R6(Top2+4C) #R10(Top5+5C) #R10(Top7+3C)

4 meses 3.7% 10.42% 18.9% 24.4% 26.3%

Entrenamiento #R6(Top1+2C+Top1^2+2C) #R10(Top1+4C+Top1^2+4C)

4 meses 3.7% 13.7%



Resumen Resultados
Markov

Conclusión: Introducir Clustering no mejoró los resultados 
respecto a Markov puro. Porque ??

Entrenamiento #R1(Top 1) #R2(Top 2) #R6(Top 6) #R10(Top 10)

4 meses 7.31% 12.13% 21.55% 27.18%

Entrenamiento #R1(C) #R2(Top1+C) #R6(Top2+4C) #R10(Top5+5C)

4 meses 3.7% 10.42% 18.9% 25%

Markov + Clustering



Conclusiones
- 27%  de acierto en las predicciones, es un resultado aceptable para sistemas 

recomendadores. Si quisiéramos predecir aleatoriamente nuestro porcentaje de acierto 
sería: 

- La temporalidad juega un papel importante.

- Parece tener más peso la recomendación basada en las transiciones de terminales que 
hicieron otros usuarios (“moda”) que recomendar terminales similares basándose en 
clustering.

- Problema: “Cold Start”



Productivización del Modelo - Pipeline



Productivización del 
Modelo



Productivizar - Tienda



Productivizar - Tienda



Medir Performance

• A/B Testing.

• Cantidad de clicks sobre las recomendaciones.

• Acierto en las recomendaciones cuando el cliente compra fuera de Antel.

• Aumento de ventas de productos recomendados.



Trabajo Futuro

• Incorporar mas datos.

• Mejorar los modelos: Markov basado en Clusters, Reinforcement Learning.

• Recomendación para el negocio: Modelos que se están recomendando mucho en 
los primeros lugares y Antel no los vende.

• Productivizar en otros canales: App MiAntel, etc.



Muchas gracias!
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